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Résumé — Cet article présente un modele Bayésien hiérarchique d’analyse factorielle, appliqué a des données génétiques. Chaque échantillon
observé est la combinaison d’un certain nombre de signatures génétiques (ou facteurs) parmi une bibliotheque de facteurs, suivant un modele
de mélange linéaire. La particularité de la méthode proposée est de prendre en compte la parcimonie des coefficients du mélange (ou scores)
de chaque signature génétique dans I’échantillon étudié en choisissant une loi Bernoulli-Gaussienne tronquée comme loi a priori pour ces
coefficients. Cette loi permet également de satisfaire les contraintes physiques de positivité et d’additivité de ces coefficients. Des simulations
conduites sur des données synthétiques, en comparaison avec d’autres méthodes d’analyse factorielle, ont montré les performances du modele
proposé. Cette méthode a également été appliquée sur des données génétiques réelles.

Abstract — This paper investigates a hierarchical Bayesian algorithm for gene factor analysis. Each observed sample is decomposed as a linear
combination of gene signatures (also referred to as factors) following a linear mixing model. To enforce the sparsity of the relative contribution
(called factor score) of each gene signature to a specific sample, constrained Bernoulli-Gaussian distributions are elected as prior distributions
for these factor scores. This distribution allows the positivity and full-additivity constraints to be ensured. Simulations on synthetic data, in

comparison with other factor analysis algorithms, and real data illustrate the proposed method.

1 Introduction et position du probleme

Dans le cadre de I’analyse génétique, les méthodes d’ana-
lyse factorielle permettent de décomposer une matrice Y &
RE*N dont les lignes (respectivement les colonnes) corres-
pondent aux différents génes (resp. échantillons), avec N <<
G. Chaque échantillon observé y; (¢ = 1,..., N) se décom-
pose suivant le modele de mélange linéaire

R
yi= E m,a;, +1; ey

r=1
R T .. & . .
ol m, = [my1,...,myq] désigne la r°™ signature géné-

tique (ou facteur), a; , est la proportion (ou facteur score) du
e facteur dans le i*™ échantillon et n; correspond 4 une er-
reur résiduelle. Dans cet article, les R facteurs {m, },=1. g
sont supposés appartenir 2 une bibliotheque M € RE*K de K
signatures possibles, avec K > R. En considérant N échan-
tillons, le modele se réécrit sous la forme matricielle

Y=MA+N

ot Y = [y1,...,¥yn], A = [a1,...,ayn] représente la ma-
trice des scores, M = [my, ..., mg]| celle des signatures gé-
nétiques et N = [ny,...,ny].

La méthode proposée permet d’estimer, de maniere totale-
ment non supervisée, les proportions {a; };=1,... v, avec a; =
[ai1,--., ai’R]T, et les signatures génétiques {m, },—1, . g, 2
partir des échantillons observées {y;};=1,.. ~. Le nombre de
facteurs est ainsi déterminé directement a partir des données.
L’avantage de cette méthode, en comparaison avec d’autres mé-
thodes d’analyse factorielle comme 1’anayse factorielle non pa-
ramétrique (NPBFA) [1] ou le modele BFRM [2], est qu’elle

permet de satisfaire aux contraintes de positivité et d’additivité
liées a la physique du modele

K
aip >0, ajp=11i=1,...N k=1 K,
k=1

kaZO, k=1,...,K, lZl,...,L.

Remarquons que de telles contraintes ont déja été imposées
dans [3] pour I’imagerie hyperspectrale. Cependant 1’approche
adoptée ici differe de [3] dans le sens ou une contrainte de
parcimonie est en plus imposée pour les vecteurs des facteurs
scores.

Comme dans de nombreuses méthodes d’analyse factorielle
Bayésienne, le vecteur n; = [n; 1, . . ., ni’g]T est une séquence
de bruit additif que 1’on supposera indépendante et identique-
ment distribuée (i.i.d.) suivant une loi normale centrée et de
matrice de covariance ¥ = o%I

n;|o® ~ N (0g, 0’I) (3)

ou I est la matrice identité de dimension G x G.

La modélisation Bayésienne proposée dans cet article est un
moyen efficace de prendre en compte toutes les contraintes ci-
tées précédemment, notamment en choisissant des lois a priori
adéquates pour les parametres inconnus. La détermination des
parametres inconnus du modele Bayésien proposé dans cet ar-
ticle est réalisée par un algorithme de Gibbs qui génere des don-
nées distribuées asymptotiquement suivant la loi a posteriori
des parametres inconnus. Des résultats de simulations conduites
sur des données synthétiques et réelles permettent d’illustrer
I’intérét de la méthode.



2 Modele Bayésien hiérarchique

Le modele Bayésien utilisé est basé sur la vraisemblance
des observations et sur la définition de lois a priori adéquates
pour les parametres, notamment les vecteurs des facteurs scores
{a;}i=1,... n et des signatures génétiques {my, }r—1,. K.

2.1 Fonction de vraisemblance

Le modele de mélange linéaire défini par (1) ainsi que les
propriétés statistiques du vecteur de bruit n; (3) permettent
d’écrire y;|M, a;,02 ~ N (May,0?Ig). Ainsi, la vraisem-
blance des observations Y est

Ly — May|”
(2m02)GN/z &P 952

f(YIM, A, 0% =
4)

ol ||-|| est la norme .
2.2 Lois a priori des parametres

2.2.1 Scores

Considérons tout d’abord une loi normale de moyenne nulle
et de variance o2, tronquée sur I’intervalle ]0, u*], et notée
/\f]o, ] (0, a2). Sa densité de probabilité s’écrit [4]

c 2
= oz P (702 S lown @) )
ol 1, () est la fonction indicatrice définie sur I (i.e., 1 (z) =

-1
1siz € Eet0sinon). Dans (5), C = [@ (£> _ l}

estune
a 2

©10,u+] ()

constante de normalisation ou & est la fonction de répartition
de la loi normale centrée réduite. La génération d’échantillons
distribués suivant la loi normale tronquée (5) peut étre effectuée
avec une stratégie similaire a celle décrite dans [5].

En général, un nombre réduit de facteurs (noté R < K) ap-
partenant a la bibliotheque (notée M) participent au mélange
(1), ce qui se traduit par de nombreux coefficients a; ; égaux
a 0. Nous proposons I’utilisation d’une loi a priori exploitant
cette propriété de parcimonie des vecteurs a; (z = 1,..., N).
En suivant 1’approche décrite dans [6], il semble intéressant
d’utiliser une loi a priori définie par un mélange d’une masse
al’origine et d’une loi normale tronquée. Ainsi, si nous notons
a;1:x—1 (E=2,..., K —1)le vecteur constitué des k& — 1 pre-
miers éléments du vecteur a;, la loi a priori choisie pour les
scores est la loi tronquée Bernoulli-Gaussienne suivante

i1 ~ (1= w;) 8 (i) +wi Njo,1)(0,0?),
aiglaiie—1 ~ (1 —w;)d(air)+ wij\/]o,u;rk](Q a?),

(6)

ol ¢ (-) est une masse en zéro et w; est un hyperparametre
inconnu renseignant sur la probabilité a priori d’avoir un co-
efficient non-nul. De plus, pour respecter la contrainte d’ad-
ditivité, la loi normale associée aux termes non nuls du mé-
lange est tronquée a droite par ,u?:k, =1- foll a;j (k =
2,..., K — 1) etle dernier élément du vecteur des abondances

‘s K—1 . o
estfixéd a; o =y 21— 1, a;. Ainsi, la distribution
a priori pour le vecteur des proportions a; (: = 1,..., N) dont
le dernier élément a; i est fixé a /1+K s’écrit

f(a;) = flai) leauJazlk 1)] (aiK—M;rK)-

En supposant que les vecteurs de proportions a; (1 = 1, ..., N)
sont a priori indépendants, on obtient la loi jointe a priori sui—
vante pour la matrice des scores A : f (A) = vazl f(a).

2.2.2 Signatures génétiques

L’ensemble des échantillons observés respectant les contraintes
de positivité et d’additivité appartiennent a un polytope convexe
de R dont les sommets sont les K signatures génétiques 2
estimer. Les données peuvent ainsi étre représentées dans un
sous-espace Vi 1 de dimension K — 1,avec R < K < G. Ce
sous-espace peut étre estimé préalablement par une méthode
de réduction de dimensionalité, comme 1’analyse en compo-
santes principales (ACP) par exemple. Notons que ce genre
d’approche a été utilisé avec succes pour I’imagerie hyperspec-
trale dans [3] et permet de réduire considérablement les degrés
de liberté des parametres a estimer. Ainsi, au lieu d’estimer di-
rectement les signatures génétiques my (kK = 1,..., K), nous
proposons d’estimer leurs projections t; sur ce sous-espace
Vi _1 de dimension réduite. Les signatures génétiques my, et
leurs projections tj, sur les composantes principales pertinentes
issues de 1’ ACP sont reliées par ’équation t;, = P (my — y),
ou P est la matrice de projection (de taille K — 1 x G)ety la
moyenne empirique des échantillons.

La loi a priori choisie pour les signatures projetées t; est
alors une loi normale multivariée N7, (ex, sily—1) tronquée
sur 7p,

tk|ek,si NNT,“ (ek,Sikal) . (7)
La troncature sur I’ensemble 7}, assure la positivité des coeffi-
cients des signatures définie dans (2)

{mp,y>0,Vg=1,...,G} < {tyeT}. ©®)

Les vecteurs moyennes ey, sont fixés comme les solutions d’un
algorithme d’extraction de pdles de mélange dédié a 1’ima-
gerie hyperspectrale, par exemple VCA [7]. Les variances sy,
sont fixées a de grandes valeurs. En supposant que les fac-
teurs projetés sont a priori indépendants, la loi jointe a priori
pour la matrice des facteurs projetés T = [t1,...,tx] est

F(T) =TTy f (tr)

2.2.3 Variance du bruit

La loi a priori de 1a variance o2 est une loi conjuguée inverse-
Gamma de parametres v/2 et v/2, i.e., o%lv,y ~ IG (%,2).
L’hyperparametre v sera fixé a v = 2 alors que ’hyperpara-
metre 7y sera ajustable (comme dans [3, 6]).

2.3 Lois a priori des hyperparametres

Notons ¥ = {w, v} le vecteur d’hyperparamétres associés
au modele défini précédemment, avec w = [wy, ..., wy]|T.



L’algorithme proposé ici estime ces hyperparametres a partir
des données en définissant des lois a priori adéquates pour ces
hyperparametres. Plus précisément, une loi uniforme sur 1’en-
semble [0, 1] est choisie comme loi a priori pour la proportion
moyenne des facteurs scores non-nuls, i.e., w; ~ U([0, 1]). En-
fin, en suivant I’approche décrite dans [3, 6], une loi a priori
non-informative de Jeffreys est choisie pour I’hyperparametre
voie, f(7) o< S1g+ (7).

En supposant que tous les hyperparametres de ce modele
Bayésien sont a priori indépendants, la loi du vecteur d’hy-
perparametres est

N
1
F(¥) = f(w)f(v) 5 H Loy (wi) g+ (7). (9
i=1
ou  signifie “proportionnel a”.

2.4 Loia posteriori

La loi a posteriori jointe des vecteurs des parametres incon-
nus © = {T, A, 02} et hyperparamétres ¥ = {w, v} s’écrit

f[(©,¥]Y) « f(Y[©)f(O®)f(P) (10)

ol f(Y|®) et f(P) ont été respectivement définis dans (4) et
(9). Sous I’hypothese que les parametres sont a priori indépen-
dants, on obtient

F(©1®) = £(T)f(Alw,a?) f(o?|v,7). (11)

3 Echantillonneur de Gibbs

Cette section présente 1’algorithme de Gibbs utilisé pour gé-
nérer aléatoirement des échantillons asymptotiquement distri-
bués suivant la loi a posteriori d’intérét. Cette méthode MCMC
est plus particulierement détaillée dans [3, 6]. Elle consiste a
simuler suivant les lois conditionnelles de f (T, A, 0% w|Y).
Plus précisément, les lois conditionnelles utilisées sont mesu-
rées ci-dessous.

— Echantillonnage suivant f(T|A,02,Y)

Soit T\, la matrice T = [t1,...,tx] privée de sa k"™
colonne. La loi a posteriori de tj, est une loi Gaussienne
multivariée tronquée

ty| Tk, ax, 02, Y ~ N7, (15, T) (12)
ou
N 2 —1pT | 1 -t
T = [oX PSP+ bly|
N _
7o =Tk [D aPS e+ Sey], (1)
€k = Yi— QikY — D Qi kM.
— Echantillonnage suivant f(A|w,o?,Y)

La loi a posteriori des scores a; j, est une loi Bernoulli-
Gaussienne tronquée de parametres (W; j, ik nZ . ,u:fk ),
i.e.

il wi, 0%\ g, yi ~ (1 — 5 1)6 (az 1) +

N (14)
wix’f'/v]O,uik[(M’k’ )

ou a; \; correspond au vecteur a; privé de sa k"¢ compo-

sante et
~ _ Uik
Wik = u it (l—w)’
2 +
_ Ni,k Kk i —Hik —Hi,k
Wik = WiTy exp(27l-2k) |:(I>< Ni,k —-® Ni,k
B , ,

2 el , 1\t

— k

g = (Il e )
T

2 (mien

ik _nz,k( o2 )’

K .
E\k =Yi— Zj:Lj;ﬁk m;a;j.

15)
Notons que cette loi a posteriori Bernoulli-Gaussienne
tronquée sur 1’ensemble ]0, ujk[ permet de respecter les
contraintes d’additivité et de positivité (2).
— Echantillonnage suivant f(w|A)
La génération d’échantillons distribués suivant f(w|A) se
fait selon la loi Beta suivante (pour¢ = 1,...,N)
wila; ~B(1+n14,14+n0,), (16)
avec ny ; = ﬁ{k|ai7k. 7é O} etng,; = K- n1-
— Echantillonnage suivant f(c2|M, A,Y)
La loi a posteriori de 0®|M, A, Y est une loi inverse-
Gamma de parametres £ et 1 Zil ly: — May]|”.

4 Résultats de simulation

4.1 Données synthétiques

Les données synthétiques générées sont constituées de N =
128 échantillons, chacun composé exactement de R = 4 fac-
teurs, parmi une bibliothéque inconnue M de K = 9 signatures
possibles, et G = 256 genes. Les scores ont été générés aléa-
toirement suivant une distribution de Dirichlet D(1,...,1) et
les échantillons sont bruités avec un rapport signal-a-bruit fixé
a SNR = 20 dB. Les vecteurs moyennes e (k = 1,..., K)
nécessaires pour évaluer la loi a priori des signatures géné-
tiques sont choisis comme les projections des signatures iden-
tifiées par une analyse VCA [7]. Les échantillons générés sui-
vant I’échantillonneur de Gibbs permettent d’approcher les es-
timateurs MMSE et MAP des scores a; (1 = 1,..., N) et des
facteurs projetés ti (K = 1,..., K). Les erreurs quadratiques
moyennes MSE des scores et des signatures sont définies par
(r=1,...,R) N

GMSE? = % Z (@, — aiW)Q , MSE? = |m, — m, | .

i=1 (17)
Les résultats de simulations sont reportés dans le Tableau 1 ou
la méthode BeG proposée est comparée avec la méthode non-
paramétrique (NPBFA) [1], le modele BFRM proposé par Car-
valho et al. [2], un algorithme de factorisation en matrices non-
négatives (NMF) [8] et I’analyse en composantes principales
(ACP). Les méthodes ACP et NMF sont appliquées en fixant
le nombre de facteurs a trouver a R = 4, alors que les autres
méthodes permettent d’estimer ce nombre de facteurs. En re-
vanche, puisque 1’algorithme proposé prend en compte expli-
citement les contraintes d’additivité et de positivité des scores,



TAB. 1 — Comparaison des performances d’estimation entre les
algorithmes NPBFA, BFRM, NMF, ACP et 1’approche propo-
sée.

BeG NPBFA | BFRM NMF PCA

Facteur 1 0.372 1.352 1.827 3.438 2.186

MSE?2 Facteur2 | 0.288 1.558 1.434 3.303 0.364

(x10%) Facteur 3 0.016 1.237 1.946 4.281 0413
Facteur 4 | 0.012 2.645 N/A 6.580 0.381

Facteur 1 6.955 40.013 198.735 | 19.709 | 4.191

GMSE? Facteur 2 8.065 35.282 183.638 | 34913 | 0.022
Facteur 3 5.410 23.687 191.699 | 17.254 | 7.069

Facteur 4 | 14.293 | 26.766 N/A 18.802 | 5.119

il fournit une décomposition unique a une permutation de fac-
teurs pres, alors que les autres méthodes nécessitent une mise
a I’échelle. Ces résultats illustrent la précision de la méthode
BeG proposée.

4.2 Données réelles

L algorithme proposé a également été évalué sur les données
génétiques décrites dans [9], correspondant aux niveaux d’ex-
pression des génes de N = 108 échantillons collectés sur six
sujets, a cinqg instants : 0, 1, 2, 4 et 12 heures apres que les su-
jets aient bu une boisson particuliere (alcool, jus de raisin, eau
ou vin rouge). La méthode BeG est appliquée sur ces données
avec K = 9 facteurs. La Figure 1 représente les 3 premicres
signatures biologiques, apres avoir réorganisé les indices des
G = 22283 genes de maniére a regrouper les facteurs entre
eux. Plus précisément, le £ pic de la figure correspond au
géne le plus dominant du A®™ facteur et les g&nes compris
entre ce pic et le (k+1)*™ sont aussi dominants pour ce facteur
mais a des degrés moins importants. Par exemple, la figure re-
présentant la premiere signature biologique (haut) montre que
le facteur correspondant est dominant pour les 10000 premiers
genes. Les scores sont représentés dans la Figure 2 sous forme
d’images, dont les colonnes (resp. lignes) correspondent aux 6
sujets (resp. 5 instants sous 4 expériences différentes). On peut
remarquer que certains facteurs sont clairement associés a des
individus, par exemple, le facteur 5 (sujet 5), facteur 6 (sujet 2),
facteur 7 (sujets 4, 6), et facteur 9 (sujets 1, 3).

5 Conclusions et perspectives

Ce papier présente un algorithme d’estimation Bayésienne
pour I’analyse génétique. Une loi Bernoulli-Gaussienne tron-
quée est choisie comme loi a priori pour les scores afin d’assu-
rer les contraintes de positivité et de somme a un. Un échan-
tillonneur de Gibbs est proposé ici pour générer des échan-
tillons distribués asymptotiquement suivant la loi a posteriori
d’intérét. Ces échantillons sont ensuite utilisés afin de détermi-
ner des estimateurs MMSE et MAP. Des simulations ont été
conduites sur données synthétiques et réelles afin d’illustrer le
modele Bayésien proposé.
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FI1G. 1 — Exemples de signatures biologiques rangées par do-
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FI1G. 2 — Facteur scores pour chacun des K = 9 facteurs.
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